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1. INTRODUÇÃO

Os ossos desempenham papel fundamental na sustentação e estruturação
do corpo humano e podem ser afetados por diferentes condições patológicas, en-
tre as quais se destacam os tumores ósseos (SAKDEJAYONT et al., 2025). Essas
neoplasias constituem um grupo heterogêneo caracterizado pelo crescimento anor-
mal e desordenado de células, resultando na formação de massas tumorais (HOS-
SEINI et al., 2025). Podem ser classificadas como primárias, quando se originam
no próprio tecido ósseo e estão frequentemente associadas a alterações genéticas
e moleculares, ou secundárias, quando decorrem de metástases provenientes de
neoplasias localizadas em outras regiões do organismo (HOSSEINI et al., 2025).

Os tumores ósseos benignos frequentemente não apresentam sintomas evi-
dentes, sendo muitas vezes identificados incidentalmente durante exames realiza-
dos por outras razões (SUBRAMANIAN; VISWANATHAN, 2026). Em contrapartida,
os tumores malignos tendem a apresentar comportamento mais agressivo, podendo
comprometer a integridade estrutural do tecido ósseo e afetar a qualidade de vida
dos pacientes, causando dor, fraturas patológicas, fraqueza e limitações funcionais.
Dados estatísticos indicam que os tumores benignos representam cerca de 79,3%
das lesões diagnosticadas, com leve predominância no sexo feminino, enquanto os
malignos correspondem a aproximadamente 20,7% e apresentam maior incidência
no sexo masculino (SUBRAMANIAN; VISWANATHAN, 2026).

A avaliação de tumores ósseos em radiografias depende da análise de ca-
racterísticas morfológicas, como localização, forma, tamanho, margens, reação pe-
riosteal e mineralização (MATCUK et al., 2025). Nesse contexto, técnicas de apren-
dizado profundo podem auxiliar na identificação de padrões associados às lesões e
ser empregadas na detecção e segmentação de tumores em imagens radiográficas,
permitindo localizar e delimitar as regiões afetadas.

Diante desse cenário, este trabalho propõe a utilização de um modelo base-
ado na arquitetura You Only Look Once (YOLO) para a detecção e segmentação de
tumores ósseos em imagens radiográficas. Para isso, é utilizado o conjunto de da-
dos Bone Tumor X-ray Radiograph Dataset (BTXRD) (YAO et al., 2025), composto
por 3.746 imagens de radiografias ósseas. O conjunto possui anotações por cai-
xas delimitadoras e máscaras de segmentação, permitindo sua utilização nas duas
tarefas. O modelo é treinado e avaliado quanto à capacidade de localizar e deli-
mitar as regiões tumorais, buscando contribuir para o desenvolvimento de métodos
computacionais aplicados à análise de imagens médicas.

2. METODOLOGIA

Este trabalho adotou uma metodologia estruturada nas seguintes etapas: (1)
levantamento do referencial teórico e seleção do conjunto de dados; (2) preparação



do conjunto de dados; (3) remoção parcial do fundo preto; (4) treinamento do mo-
delo; e (5) análise dos resultados obtidos.

Inicialmente, foi realizada uma revisão da literatura sobre detecção e seg-
mentação de tumores ósseos em imagens radiográficas, abrangendo aprendizado
profundo, redes neurais convolucionais, pré-processamento e técnicas de detec-
ção e segmentação. A partir desse levantamento, identificou-se o uso recorrente
do conjunto BTXRD em trabalhos recentes, que foi selecionado para este estudo
por sua relevância na área e pela disponibilidade de anotações para detecção e
segmentação. O conjunto é composto por 3.746 imagens, sendo 1.879 de ossos
normais, 1.525 de tumores benignos e 342 de tumores malignos, com imagens
tumorais anotadas por caixas delimitadoras e máscaras de segmentação.

Uma limitação do BTXRD é a ausência de um identificador individual de pa-
ciente na planilha de informações das imagens, o que dificulta a divisão dos dados
e pode favorecer data leakage caso imagens relacionadas sejam distribuídas entre
treinamento, validação e teste. Para minimizar esse risco, os registros foram anali-
sados considerando centro de origem, sexo, idade, localização anatômica, ângulo
de aquisição e presença de tumor, buscando identificar imagens potencialmente re-
lacionadas. Esses registros foram agrupados e os grupos utilizados como unidade
na divisão dos dados, mantendo imagens potencialmente relacionadas no mesmo
subconjunto e reduzindo a sobreposição entre os conjuntos.

Para reduzir as regiões de fundo sem comprometer informações anatômicas,
foi desenvolvido um procedimento de cropping. Os limites das regiões anatômicas
são definidos pela combinação da energia de banda passante, obtida nas ima-
gens original e processada com Contrast Limited Adaptive Histogram Equalization
(CLAHE) (ZUIDERVELD, 1994), e da amplitude robusta de intensidade nas linhas e
colunas. Esses limites são confrontados com as caixas delimitadoras das lesões e
submetidos a verificações de segurança, rejeitando o recorte quando houver risco
de perda anatômica. Após o recorte, as anotações de detecção e segmentação são
remapeadas para as novas dimensões da imagem.

Por fim, foram avaliadas as variantes nano das arquiteturas YOLOv8, YO-
LOv9, YOLOv11 e YOLOv26, implementadas pela Ultralytics (JOCHER; QIU; CHAU-
RASIA, 2023). A arquitetura de melhor desempenho foi selecionada para os expe-
rimentos subsequentes com cropping e aumento de dados. Com o objetivo de
ampliar a variabilidade das amostras e favorecer a capacidade de generalização,
foram empregadas técnicas como Mosaic, Copy-Paste, MixUp e variações de bri-
lho. O desempenho nas tarefas de detecção e segmentação foi avaliado por meio
das métricas precision, recall, F1-score e mean Average Precision (mAP).

3. RESULTADOS E DISCUSSÃO

Os resultados obtidos pelos modelos YOLOv8, YOLOv9, YOLOv11 e YO-
LOv26 são apresentados na Tabela 1, considerando as tarefas de detecção e seg-
mentação no conjunto de teste do BTXRD. A partir desses resultados, são analisa-
dos o desempenho dos modelos e o impacto das estratégias de cropping e aumento
de dados nas métricas avaliadas. Os valores destacados em negrito correspondem
aos melhores resultados obtidos entre os experimentos apresentados.

Inicialmente, foram avaliadas as arquiteturas YOLOv8, YOLOv9, YOLOv11 e
YOLOv26 em suas configurações padrão, com o objetivo de selecionar o modelo de



Tabela 1: Resultados dos modelos avaliados nas tarefas de detecção (Bbox) e seg-
mentação (Mask) no conjunto de teste do BTXRD.

Modelos Precision Recall F1-score mAP@50

YOLOv8
Bbox 0,3670 0,2880 0,3227 0,2730
Mask 0,3720 0,2760 0,3169 0,2640

YOLOv9
Bbox 0,3240 0,2720 0,2957 0,2530
Mask 0,3190 0,2680 0,2913 0,2470

YOLOv11
Bbox 0,3970 0,3340 0,3628 0,3130
Mask 0,4020 0,2980 0,3423 0,3070

YOLOv26
Bbox 0,3850 0,3110 0,3441 0,3120
Mask 0,3590 0,2910 0,3214 0,2650

YOLOv11 + Cropping
Bbox 0,4300 0,3590 0,3913 0,3450
Mask 0,4710 0,3910 0,4273 0,3650

YOLOv11 + Cropping + aumento de dados
Bbox 0,5440 0,3990 0,4604 0,3970
Mask 0,5430 0,3900 0,4540 0,3870

referência. A YOLOv11 apresentou o melhor desempenho geral, com F1-score de
0,3628 na detecção e 0,3423 na segmentação. Dessa forma, a arquitetura foi sele-
cionada por apresentar o melhor equilíbrio entre Precision e Recall, sendo utilizada
nos experimentos subsequentes com cropping e aumento de dados.

Como próximo experimento, foi aplicada a estratégia de cropping para re-
duzir as regiões de fundo preto e concentrar o processamento nas áreas de maior
interesse, reduzindo informações pouco relevantes para a tarefa. Conforme apre-
sentado na Tabela 1, a técnica proporcionou ganhos em ambas as tarefas. Na de-
tecção, o mAP@50 aumentou de 0,3130 para 0,3450 e o F1-score de 0,3628 para
0,3913, enquanto, na segmentação, o mAP@50 passou de 0,3070 para 0,3650 e
o F1-score de 0,3423 para 0,4273. Esses resultados sugerem que a redução do
fundo favoreceu a localização e a delimitação das lesões.

No último experimento, foi utilizada uma estratégia de aumento de dados
no modelo YOLOv11 com cropping, buscando ampliar a variabilidade das amos-
tras e reduzir a dependência de padrões específicos do treinamento, favorecendo
a generalização. Conforme apresentado na Tabela 1, a estratégia proporcionou os
melhores resultados. Na detecção, o mAP@50 aumentou de 0,3450 para 0,3970
e o F1-score de 0,3913 para 0,4604. Na segmentação, o mAP@50 passou de
0,3650 para 0,3870 e o F1-score de 0,4273 para 0,4540. Esses ganhos indicam
que o aumento da variabilidade contribuiu para uma detecção e segmentação mais
robustas, com melhor equilíbrio entre Precision e Recall.

4. CONCLUSÕES

Este trabalho avaliou modelos da família YOLO para a detecção e segmenta-
ção de tumores ósseos em imagens radiográficas do conjunto BTXRD. A YOLOv11
apresentou o melhor desempenho entre os modelos avaliados em suas configu-
rações padrão e foi utilizada nos experimentos subsequentes. Os resultados de-
monstraram que a aplicação de cropping contribuiu para o desempenho do modelo,
enquanto a incorporação de técnicas de aumento de dados proporcionou ganhos
adicionais, alcançando mAP@50 de 0,3970 na detecção e 0,3870 na segmentação,
com F1-score de 0,4604 e 0,4540, respectivamente.

Os resultados obtidos evidenciam o potencial da abordagem proposta para



a localização e delimitação de tumores ósseos em imagens radiográficas, desta-
cando a importância do tratamento adequado das imagens e da ampliação da vari-
abilidade dos dados no treinamento. Dessa forma, o estudo contribui para a investi-
gação de métodos automatizados de apoio à análise de tumores ósseos, especial-
mente em tarefas conjuntas de detecção e segmentação. Como trabalhos futuros,
pretende-se explorar variantes de maior capacidade da YOLO, considerando que os
experimentos foram realizados com as variantes nano, além de investigar arquitetu-
ras alternativas, como U-Net e modelos baseados em Transformers, estratégias de
balanceamento de classes e outros conjuntos de dados, visando ampliar a robustez
e a capacidade de generalização dos modelos.
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